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Аннотация. На базе данных из 153 сплавов с использованием подходов машинного обучения была обучена сур-
рогатная модель для прогнозирования деформации до разрушения на сжатия высокоэнтропийных сплавов. В
рамках работы оценивалась точность влияния архитектуры полносвязной искусственной нейронной сети (количе-
ство скрытых слоев и количество нейронов в скрытых слоях) на точность прогнозирования. Было показано, что с
увеличением количества скрытых слоев абсолютная погрешность снижается – от 5,4% для односвязной нейронной
сети до 4,8 % для двухслойной и 4,7% для трехслойной нейронной сети.
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Abstract. Based on a database of 153 alloys, a surrogate model was trained using machine learning approaches to predict
compressive strain-to-fracture in high-entropy alloys. As part of the work, the accuracy of the impact of the architecture of
a fully connected artificial neural network (the number of hidden layers and the number of neurons in hidden layers) on the
prediction accuracy was evaluated. It was shown that with an increase in the number of hidden layers, the absolute error
decreases - from 5.4% for a single-connected neural network to 4.8% for a two-layer and 4.7% for a three-layer neural network.
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1. Введение. Концепция высокоэнтропийных сплавов (ВЭСов) была первоначально предложена Йе
[19] и Кантором [1]. В отличие от традиционных сплавов, которые образованы одним основным эле-
ментом и легирующими элементами, ВЭСы определяются как сплавы с пятью или более основными
элементами в равном или почти равном атомном процентном соотношении (5–35 ат.%). ВЭСы вызва-
ли большой исследовательский интерес [2]-[5], [10, 4] в связи с их высокой прочностью (в том числе
при повышенных температурах), структурной стабильностью, твердостью и износостойкостью, а также
хорошей стойкостью к коррозии и окислению [3, 4, 10]. Их превосходные свойства делают их перспек-
тивными для применения в широком спектре современных отраслей промышленности, например, в
качестве высокотемпературных материалов аэрокосмических аппаратов следующего поколения.

Высокоэнтропийные сплавы обладают значительно большим композиционным пространством для
проектирования новых сплавов по сравнению с традиционными сплавами. С одной стороны, огромное
композиционное пространство дает более широкие возможности для получения сплавов с улучшен-
ными свойствами. С другой стороны, разработка новых сплавов с желаемыми свойствами с помощью
метода «проб и ошибок» может быть непрактичной. В связи с этим большое внимание уделяется
разработке эффективных подходов для поиска сплавов с желаемыми характеристиками. Например,
для прогнозирования фазового состава сплавов используются феноменологические правила [6, 13, 18],
расчет фазовых диаграмм (CALPHAD) [12], алгоритмы машинного обучения [7, 20] и другие вычисли-
тельные методы, такие как ab initio, Монте-Карло (MC) или методоммолекулярной динамики (МД) [8, 9].
Каждый из этих подходов имеет свои сильные и слабые стороны. Машинное обучение и аналитические
модели (в первую очередь модели твердорастворного упрочнения) также показывают высокую точность
в прогнозировании прочностных характеристик – предела текучести и микротвердости [11, 15, 17].

Например, ab initio и MD требуют очень много времени и вряд ли могут быть использованы для
прогнозирования структуры сплавов высокопроизводительным способом. Феноменологические пра-
вила основаны на эмпирических наблюдениях и просты для расчетов, но точность их предсказаний
не превышает 72% [6]. Моделирование CALPHAD может быть достаточно производительным, однако
оно требует значительных вычислительных ресурсов. Кроме того, точность CALPHAD прогнозов может
быть ограничена из-за отсутствия надежной базы данных для HEAs [12]. Подходы машинного обучения
чувствительны к размеру и составу обучающего набора данных, но точность предсказания этого метода
может достигать более 90% [17].

В рамках данной работы подходы машинного обучения были использованы для прогнозирования
пластичности высокоэнтропийных сплавов.

2. Материал и методики. На основе литературных данных для данной работы была собрана база
данных по пластичности высокоэнтропийных сплавов. В выборку включались данные по пластично-
сти на сжатие при комнатой температуре сплавов в литом состояние, так как такой набор условий
позволяет сформировать наибольшую выборку, однородную по способу получения и испытания. В ре-
зультирующую выборку вошли 153 сплава. Выборка случайным образом была разбита на обучающую
и валидационную часть в пропорции 80/20 % соответственно.

В качестве признаков для обучения суррогатной модели были выбраны следующие 7 величин:
𝛿𝑋𝑂𝑔 (разница в электроотрицательности по Оганову), 𝐶 (средний номер столбца в периодической
таблице),𝑋𝑎𝑏𝑠 (средняя абсолютная электроотрицательность),𝑑𝐻𝑚𝑖𝑥 ( энтальпия смешения),𝑉𝐴 (средний
атомный объем), 𝐶𝑁𝐸 (средний эффективный ядерный заряд по Клементи), 𝛿𝑅𝐴 (разница в атомных
радиусах). Признаки были отобраны с использованием генетических алгоритмов как обеспечивающие
наибольшую точность прогнозирования деформации до разрушения.

На рисунке 1 представлена схема полносвязной нейронной сети, использовавшейся для построения
суррогатноймодели. В рамках этой работы для подбора оптимальной архитектурыменялось количество
скрытых слоев (1, 2 или 3 слоя) и количество нейронов в скрытых слоях (от 10 до 30 нейронов).

Для всех слоев, кроме выходного, использовалась функция активации Rectified Linear Unit (ReLU):

𝑓 (𝑥) =
{

0, 𝑖 𝑓 𝑥 < 0,
𝑥, 𝑖 𝑓 𝑥 ≥ 0,

(1)

где 𝑥 — входное значение, а 𝑓 (𝑥) — выходное значение.
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Рис. 1. Общая схема использованной полносвязной нейронной сети
Fig. 1. General scheme of the used artificial fully connected neural network

Для выходного слоя использовалась сигмовидная функция активации:

𝑓 (𝑥) = 1
1 + 𝑒−𝑥 , (2)

где 𝑥 — входное значение, а 𝑓 (𝑥) — выходное значение.
Для уменьшения переобучения и времени обучения искусственной нейронной сети использова-

лись методы пакетной нормализации и отсева. Нормализация партии вычисляет среднее значение и
стандартное отклонение каждой входной переменной для слоя на мини-партию и использует эту ста-
тистику для выполнения стандартизации – масштабирования данных, чтобы иметь среднее значение,
равное нулю, и стандартное отклонение, равное единице. Техника отсева — это отключение случайных
нейронов на основе заданной вероятности 𝑝 , мы использовали 𝑝 = 0, 5.

В качестве функции потерь для расчета градиента использовалась бинарная кросс-энтропийная
потеря (BSELoss):

𝐵𝑆𝐸𝐿𝑜𝑠𝑠 = − 1
𝑁

𝑁∑︁
𝑖

𝑀∑︁
𝑗

log(𝑝𝑖 𝑗 ), (3)

где 𝑁 — количество записей в наборе данных,𝑀 — количество меток,𝑦𝑖 𝑗 = {0, 1} — двоичный индикатор
правильной классификации метки класса 𝑗 в наблюдении 𝑖 , 𝑝𝑖 𝑗 — прогнозируемая вероятность класса 𝑗
в наблюдении 𝑖 .

Валидационный набор данных не использовался для обучения и использовался для оценки точ-
ности прогнозирования суррогатной модели. В ходе обучения для оценки точности прогнозирования
использовалась 5-кратная перекрестная проверка, т. е. обучающий набор разбивался на 5 частей и на
каждую эпоху обучения искусственной нейронной сети 4 из этих наборов (складок) использовались
для обучения нейронной сети, а один оставшийся для проверки точности. На каждой эпохе обучения
тренировочная складка менялась.

Каждая конфигурация нейронной сети обучалась в течении 500 эпох, на каждой эпохе обучения
вычислялось среднеквадратичное отклонение на тестовой складке. Состояние с минимальной погреш-
ностью запоминалось и в дальнейшем использовалось для вычислений. Для исключения влияния
случайного распределения стартовых весов каждая конфигурация обучалась три раза, со случайной
инициацией стартовых весов. Полученные после трех прогонов значения усреднялись.

3. Результаты и их обсуждение. В нашей работе мы использовали искусственные нейронные сети
с 1, 2 и 3 скрытыми слоями, которые содержат либо одинаковое число нейронов в диапазоне от 10 до
30, либо неодинаковое случайное распределение (для сетей с 2 и 3 скрытыми слоями). На рисунке 2
представлены кривые обучения и зависимости предсказанных и истинных значений пластичности для
конфигураций нейронных сетей, показавших наилучшую точность на валидационном наборе данных.

ISSN 2687-0959 Прикладная математика & Физика, 2022, том 54, № 4



274 Прогнозирование пластичности высокоэнтропийных сплавлов

Рис. 2. Кривые обучения для одно- (А), двух- (С) и трехслойной (Е) нейронных сетей. Зависимость предсказанных
и истинных значений пластичности для одно-(В), двух-(D) и трехслойной (F) нейронных сетей

Fig. 2. Learning curves for one- (A), two- (C) and three-layer (E) neural networks. Dependence of the predicted and true
values of plasticity for one-(B), two-(D) and three-layer (F) neural networks

В таблице 1 приведены данные по среднеквадратичному отклонению в зависимости от количества
скрытых слоев и количества нейронов в скрытых слоях. Видно, что с увеличением количества слоев
точность незначительно повышается, при этом строгой зависимости между точностью и количеством
нейронов в скрытых слоях не наблюдается. Для однослойной нейронной сети наилучшая точность
наблюдается при 18 нейронах в скрытом слое. Архитектура сети с двумя скрытыми слоями достигает
максимальной точности при числе нейронов в скрытых слоях по 14. Трёхслойная нейронная сеть до-
стигает наименьшей ошибки при прогнозировании пластичности сплавов при 10 нейронах в скрытых
слоях.

Таблица 1. Среднеквадратичное отклонение для различных конфигураций нейронных сетей
Table 1. Standard deviation for various neural network configurations

Количество 10 14 18 22 28
нейронов в

скрытых слоях
1 скрытый слой 0.07 0.074 0.057 0.065 0.1
2 скрытых слоя 0.057 0.043 0.05 0.062 0.058
3 скрытых слоя 0.044 0.08 0.07 0.065 0.06

Для двух- и трехслойных нейронных сетей также оценивалась точность конфигураций с неодина-
ковым количеством нейронов в скрытых слоях. В таблице 2 приведены данные для нескольких сетей,
конфигурации которых были выбраны случайным образом. Для случайных конфигураций с увеличе-
нием количества скрытых слоев среднеквадратичная ошибка уменьшается.
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Таблица 2. Среднеквадратичное отклонение для двух- и трехслойных нейронных сетей
со случайной конфигурацией

Table 2. Standard deviation for two- and three-layer neural networks with a random configuration

Конфигурация 10-20 15-18 30-11 25-16 18-10
Среднеквадратичное 0.048 0.066 0.05 0.048 0.082

отклонение
Конфигурация 10-20-30 15-18-20 20-23-16 17-30-14 10-10-19

Среднеквадратичное 0.065 0.047 0.057 0.05 0.074
отклонение

4. Заключение. Подходы машинного обучения были использованы для прогнозирования дефор-
мации до разрушения на сжатия при комнатной температуре для высокоэнтропийных сплавов. Бы-
ло показано, что с увеличением числа скрытых слоев наблюдается уменьшение среднеквадратичной
ошибки и для трехслойной нейронной сети была получена погрешность менее 5%. Была показана пер-
спективность примененного подхода для прогнозирования пластичности высокоэнтропийных сплавов.
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